Strojové uceni se zamérenim na vliv
vstupnich dat

Irina Perfilieva, Petr Hurtik, Marek Vajgl

Centre of excellence IT4Innovations
Division of the University of Ostrava
Institute for Research and Applications of Fuzzy Modeling
Ostrava, Czech Republic

2014-09-24

IRA



Strojové uceni se zaméFenim na vliv vstupnich dat

Uceni

@ Obecné uceni chapano jako proces s cilem detekce a ulozeni
vyznamnych rysli nad danym zdrojem

@ S vyuzitim rysi probiha rozpoznani nového objektu na zakladé
'néjak definované’ podobnosti

@ V nasem pripadé detekce typu vady kamene na zakladé vzori
danych vad
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Strojové uceni se zaméFenim na vliv vstupnich dat

Historicky vyvoj ucicich algoritmii

1952: Eliza, simulace rozhovoru s psychoterapeutem
1957: Neuronové sité, rozpoznavani pismen

1995: Support vector machines

2003: Logistic regression

IRA
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Neuronové sité

Predstaveno 1943, ispirovano lidskym mozkem
Zakladni jednotka: neuron

Problém: XOR. Vyfeseni: sit s vice vrstvami neuron(
Problém: Black box

K uceni vyZzadovano velké mnozstvi vzork(

Aktualni téma: deep learning. Klasifikace objektli ve scéné za
pouZiti desetitisicl neuront a urychleni na GPU.

IRA
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Separacni stromy

@ Rozdéleni problému na dva podproblémy (binarni strom),
nebo n—tici (narni strom)

@ Pouziti predevsim v indexaci dat a vyhledavani v nich
(databaze)

@ Vyhoda: rychlost zpracovani

@ Nevyhoda: automatizované budovani stromu. P¥i rozdéleni se
minimalizuje chyba, nemusi ale konvergovat k nule
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Strojové uceni se zaméFenim na vliv vstupnich dat

Uceni |l

@ Vice formalné: detekce poctu n a klasifikace charakteristik
ki, ..., ko mnoziny objektl s cilem jejich klasifikace na
disjunktni tfidy Ti,..., Tp

@ Snazime se dosdhnout:

o uplnosti
e robustnosti
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Strojové uceni se zaméFenim na vliv vstupnich dat

Uplnost

o Klasifikace na 2 tfidy
o Hledani (minimalni) mnoziny charakteristik umoziiujici
nalezeni (linedrni) separability
o Pokud miizeme provézt klasifikaci, pak lze Fici, Ze mnozina je
konzistentni vzhledem k pozadované klasifikaci
o P¥i nenalezeni feseni je nutné zvétSeni dimenze
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Uplnost II

@ n =2, tedy mame dvé charakteristiky
e ac{0,1}
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Uplnost 11

@ Mdze nastat situace neseparovatelnosti mnoziny
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Uplnost 11

@ Mdze nastat situace neseparovatelnosti mnoziny
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Strojové uceni se zaméFenim na vliv vstupnich dat

Uplnost IV

@ PFi nenalezeni YeSeni je nutné zvétsit dimenzi, tj. pocet
charakteristik n
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Robustnost

@ Odolnost algoritmu vici vstupnim hodnotam
o Charakteristiky nabyvaji hodnot o € (0, 1)
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Uplnost a konzistence

@ Nalezeni separace vstupni mnoziny je podminéné jeji
konzistenci

@ Vznik nekonzistentni mnoziny vstupl vici zvolenym
charakteristikdm klasifikace vede k nemoZnosti provedeni
klasifikace

@ Nekonzistence vznika rozporem v mnoziné vstupnich dat, tj.
blizkych objekti z riznych klasifikacnich trid

@ (V teoretické oblasti) Ize pouze zvétsit dimenzi dlohy (tj.
zvétsit mnozinu zvolenych charakteristik)
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Projevy riiznych typt poskozeni
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Chyby pri uceni prakticky

Netplnost vstupnich dat
Separovatelnost vad
Kvalita vstupu (kontrast, rozmazanost)

Maly pocet vstupl
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Nedplnost vstupnich dat

@ Mnozina vstupnich dat nepokryvé souvisle celou Skalu projevi
vady
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Separovatelnost vad |

@ Odlisné vady se projevuji se stejnymi artefakty
o Vysledkem je Spatna kategorizace daného kamene
o Artefakty se nedaji popsat trividlnim zpiisobem
o Hodnota charakteristiky nema primou funkéni zavislost na mire
poskozeni kamene
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Strojové uceni se zaméFenim na vliv vstupnich dat

Separovatelnost vad Il

@ Separace na zakladé 'vhodné zvolené’ charakteristiky
o Mame n-dimenzionalni prostor
o Objekt je popsan n charakteristikami
o Cilem je nalezeni techniky zalozené na matematickém modelu,
ktera provede 'nejlepsi mozné’ rozdéleni prostoru
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Separovatelnost vad IlI

@ Implementace spociva v rozdéleni na podprostory
o Nasledné je kazdy podprostor rozdélen zvlast
@ Problém: Jak rozdélit podprostor

o s ohledem na presnost
o s ohledem na Casovou naro¢nost
e v nasem pripadé nalezeni prahovych hodnot
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Separovatelnost vad 1V
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Kvalita vstupu (kontrast, rozmazanost)

@ Kvalita vstupu mé vyrazny dopad na vypocet charakteristik
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Maly pocet vstupii

@ Lidsky prvek feSeni vyzaduje minimalizaci velikosti mnoZiny
vstupnich dat udici sady

e nutnost ‘vyrobit' data reprezentujici vady
o Casova narocnost nového ‘uceni’
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Srovnani a vysledky

method Dy Dy

6 classes 2 classes | 6 classes 2 classes
proposed 0.862 0.983 0.674 0.943
rf 0.833 0.983 0.740 0.960
parRF 0.833 0.983 0.734 0.960
RRFglobal 0.833 0.983 0.723 0.960
nnet 0.367 0.850 0.441 0.955
cforest 0.817 0.933 0.706 0.944
gamSpline — 0.833 — 0.944
ctree2 0.467 0.883 0.531 0.938
avNNet 0.417 0.900 0.514 0.938
svimRadial 0.767 0.950 0.508 0.938
pls 0.533 0.817 0.503 0.938
svimRadialCost 0.767 0.967 0.497 0.938
bstSm — 0.817 — 0.938
bstTree 0.817 0.938
glmboost 0.950 0.938
knn 0.583 0.933 0.508 0.932
rpart 0.667 0.983 0.633 0.870
rpart2 0.667 0.983 0.718 0.864
svmLinear 0.833 0.950 0.480 0.802
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Srovnani a vysledky

time for model training

time for prediction

method Dy Do Dy Do
6 classes 2 classes | 6 classes 2 classes | 6 classes 2 classes | 6 classes 2 classes
proposed <1 <1 <1 <1 <1 <1 <1 <1
gbm — 370.0 — 396.0 — 2.0 — 2.0
knn 306.0 258.5 278.4 2.0 2.4 2.0 2.0
pls 264.0 284.4 2.8 2.8 2.8 2.4
avNNet 1026.1 803.6 2.4 2.4 2.8
RRFglobal 329.6 702.4 481.3 24 3.2 2.8
glm 281.2 2.8
svmLinear 11896.3 864.5 | 197700.8 7.2 7.2 2.8
svmRadial 1605.7 686. 3618.2 9.2 8.8 2.8
rf 380.0 340.5 689.2 2.4 4.0 3.2
parRE 339.2 358.8 190.4 2.8 2.8 3.2
rpart 286.4 320.8 293.3 3.2 4.0 3.2
glmboost — 362.8 — — — 3.6
nnet 425.6 442.9 500.0 3.2 3.6 3.6
rpart2 283.2 310.0 292.0 3.6 3.6 3.6
bstLs 1037.6 44
stSm 1316.9 44
bstTree 3026.1 44
glmnet 714.8 1507.3 687.6 22.0 21.6 5.6
ctree2 334.8 348.9 414.1 6.8 7. 7.6
blackboost 756.9 9.2
cforest 1215.3 2912.5 1320.1 15.2 22.0 12.0
svmRadialCost 1607.7 3615.8 1280.5 8.8 10.0 12.4
gamSpline — — 3025.0 — 28.4
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Zaver

Resena netriviadlni Gloha separace kameni
Zjistén rlizny projev totozné vady
Navrzen ucici algoritmus s ohledem na rychlost a presnost

Provedeno srovnani s existujicimi algoritmy
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