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Tvorba jazykového modelu zaloZeného na tridach

Abstrakt

Rozpoznavani spojité fe€i je komplexni problém sestavajici z nékolika tloh. Jednou
z téchto tuloh je tvorba jazykového modelu. Cesky jazyk patfi mezi jazyky ohebné, coz
s sebou nese fadu nevyhod. Jednou z nich je velké mnozstvi slov, které tvorbu jazykového
modelu komplikuje. Dizerta¢ni prace predkladad feSeni, ve kterém se v jazykovém modelu
pouziji gramatické znacky misto slov. Ke stanoveni znafek byly vyuzity tfi pfistupy —
pravdépodobnostni, statisticky a gramaticky.

Téma dizertacni prace zasahuje do nékolika oblasti od pocitatové lingvistiky,
morfologické analyzy po tvorbu korpusu a slovniku. VSechny vyjmenované oblasti by mohly
byt zahrnuty pod spolecny nazev pocitacové zpracovani jazyka. Tato disciplina je zakladem
pro fadu dalSich odvétvi, jako je napt. strojovy pieklad, vétny rozbor nebo rozpoznavani reci.

K tvorb¢ bigramového jazykového modelu znacek byl vytvoren vlastni oznackovany
korpus. Ten byl oznaCkovan castecné rucné a z veEtsi Casti automaticky. Pro automatické
znaCkovani byl navrzen stochasticky znackovac, ktery vyuzivd oznackovany slovnik
obsahujici piblizné 300 tisic riznych slovnich tvarii. Znacky byly do slovniku pfidany jednak
ruéné a jednak na zakladé syntaktické metody.

Z oznackovanych dat bylo vytvoreno nékolik bigramovych jazykovych modelt znacek
vytvotfenych z vét s interpunkci i bez interpunkce. VSechny modely znacek byly testovany
v zavislosti na velikosti slovniku a vysledky testovani byly zhodnoceny. Nejlepsi jazykovy
model znacek byl pouzit pro experimenty se systémem pro rozpoznavani spojité feci.

Abstract

Speech recognition is a complex challenge which consists of several tasks. Language
modeling is one of these tasks. The Czech language belongs to a group of languages which
can be termed as flexible languages. One of the greatest disadvantages of such flexible
languages is the large number of words. This PhD thesis submits a solution to this
disadvantage. It is to use the grammatical tags instead of the words. To determine these tags
three different approaches were used — statistical, grammatical and stochastic.

PhD thesis theme includes several branches — computational linguistics, morphologic
analyses, corpora building and vocabulary building. All of these branches could be called
natural language processing. This creates a disciplinary foundation, for example, for machine
translation, parsing or speech recognition.

A bigram class-based language model was built using tagged corpus. The tagging of
the corpus was completed in part manually, and in part automatically. A stochastic tagger was
devised to automatic tagging using tagged vocabulary which includes some 300,000 items.
Tags were added to this vocabulary both manually and with using syntactic method.

Using tagged corpus it was possible to design a number of bigram class-based
language models: unsmoothed, smoothed by linear interpolation, made from sentences both
with and without punctuation. Evaluations were made of the effects of both punctuation and
the size of vocabulary. The best bigram class-based language model was then used in
experiments with the continuous speech recognizer.
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Tvorba jazykového modelu zaloZeného na tridach

1 Uvod

Cilem dizertacni prace je vytvofeni jazykového modelu zalozeného na tfidach pro
rozpoznavac spojité feci a jeho praktické vyuziti.

v

V soucasné dobé jsou nejrozsitenéjsi jazykové modely zaloZzené na statistickych
informacich ziskanych z korpusu. Na zaklad¢ takovych jazykovych modeli je mozno
surCitou pravdépodobnosti predpovidat nésledujici slovo, ¢ehoz se vyuziva nejen
v rozpoznavani feci, ale 1 v rozpoznavani rukou psaného textu, v detekci pravopisnych chyb
apod.

Prace je rozdélena na dvé casti, teoretickou a praktickou. Teoretickd Céast popisuje
ulohu rozpoznavani feci, tvorbu akustického a jazykového modelu. V této ¢asti jsou uvedeny
také metody vyhlazovani jazykového modelu, metriky pouzivané k ohodnoceni systému
rozpoznavani feci, jsou zde vysvétleny pojmy korpus, slovnik a znackovani.

Praktickd ¢ast se zabyva stanovenim gramatickych znacek pro cesky jazyk, tvorbou
oznackovaného korpusu a slovniku. Jsou zde uvedeny navrhy stochastickych znackovaci,
které¢ byly pouzity pro automatické oznackovani velkého mnozstvi dat, a prezentovany
vysledky automatického znackovani s bigramovym jazykovym modelem zalozenym na
tiidach.

Cile prace Ize shrnout do téchto bodu:

Stanoveni gramatickych znacek pro Cesky jazyk.

Vytvofeni vlastniho oznackovaného slovniku.

Navrh a realizace rtiznych automatickych znackovaci.

Vyhodnoceni vytvotfenych znackovacl na testovacich datech.

Automatické znackovani velkého mnozstvi dat pomoci nejlepsiho znackovace.

Tvorba riznych bigramovych jazykovych modela zaloZenych na tiidach.

Testovani jazykovych modelll v zavislosti na interpunkci a velikosti slovniku.

Vyuziti nejlepsiho bigramového jazykového modelu zaloZzeného na tfidach pfi
rozpoznavani spojité feci.

i e o

2 Statisticky pristup k rozpoznavani souvislé reci

Rozpoznani teci je proces, pii kterém akusticky signdl snimany napi. mikrofonem
generuje posloupnost slov.

Pii feSeni Ulohy rozpoznavani spojité feci se v souCasné dobé nejcastéji vyuziva
statisticky pfistup. Predpokladejme, ze W= {w;, wo, ws, ..., wy} je posloupnost N slov a
O = {0y, 03, 03, ..., oy} je akustickd informace odvozena z fecového signdlu. Cilem je nalézt
nejpravdépodobnéjii posloupnost slov W pro danou akustickou informaci O:

A

W= arg max p(W|0) 2.1
kde p(W | O) je podminénd pravdépodobnost, ze vyslovena posloupnosti W odpovida
akustické informaci O,

funkce arg max v tomto vztahu znamena nalezeni posloupnosti W takové, pro kterou je
p(W| O) maximalni.
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V ptipadé, ze pouzijeme Bayesovo pravidlo, plati:

W= arg max P(W;lZE)O) ) (2.2)

kde p(W) je pravdépodobnost vyslovené posloupnosti I,
p(0) je pravdépodobnost akustické informace O,
p(O | W) je podminénd pravdépodobnost, ze akustickd informace odpovida vyslovené
posloupnosti.

Pro vypoéet nejpravdépodobnéjsi posloupnosti slov 17 pro danou akustickou informaci
O se pouziva vztah (2.2). Vzhledem k tomu, ze se provadi maximalizace ptes vSechna slova a
p(O0) neni funkci W, lze tuto pravdépodobnost pii hledani maxima ignorovat. Potom:

A

W = arg max pW10)= arg max P p(O|W) (2.3)

Uloha rozpoznavani spojité fe¢i mize byt tedy rozdélena do &tyf diléich tloh
PSUTKA 1995]:

akustické zpracovani feCového signalu,
vytvoreni akustického modelu p(O | W),
vytvofeni jazykového modelu p(W),

nalezeni nejpravdépodobnéjsi posloupnosti slov.

—

o=

2.1 Tvorba jazykového modelu

Ukolem jazykového modelu je stanovit jistd omezeni a nalézt uréita pravidla, pomoci
nichz mizeme ze slov vytvofit vétu. Omezeni a pravidla vychazeji z vlastnosti konkrétniho
jazyka a mohou byt modelovdna jak stochastickymi tak i nestochastickymi metodami.
Stochastické jazykové modely (SLM) pouzivaji pro jazykové modelovani pravdépodobnostni
pristup. Tyto jazykové modely prifazuji kazdé posloupnosti slov W= {w;, wa, ws, ..., w,}
pravdépodobnost p(W), kterou je titeba odhadnout z dat. Data, kterd se pouzivaji pro tvorbu
modelu, se nazyvaji trénovaci data. Nejrozsifen¢jSi SLM je n-gramovy jazykovy model.
Podle ,,fetézového pravidla“ pravdépodobnosti plati:

pW) = p(w;,w,,wy,...,w,) = p(w) p(w, | w) p(ws | w,w,)..p(w, | W, w,,.,w, ) =
=[] pOw, | W, Wy w ) (2.4)
i=1

Obecné 1ze pro odhad pravdépodobnosti vyskytu slova pouzit n-gramovy model slov,
tj. p(wy | wi, wa, w3, ..., wy1). V praxi je nemozné tuto pravdépodobnost vypocitat, protoze pro
slovnik o rozméru ¥V a pro n-té slovo ve vété existuje ¥ "' riiznych moznosti historii, coz
znamena, ze jeSté pied samotnym vypocétem posloupnosti je tieba zjistit celkem V" riiznych
pravdépodobnosti. Prvky n-gramového modelu jsou podminéné pravdépodobnosti, které se
rovnaji pravdépodobnosti toho, Ze bude nasledovat jisté slovo w, v ptipadé€, Ze nastala vstupni
kombinace wy, wy, ws, ..., w,1. V praxi by to znamenalo generovat obrovské mnozstvi dat, a
proto se tento problém fesi aproximaci. U n-gramového jazykového modelu pfedpokladame,
Ze je pravdépodobnost slova dand vSemi piedchozimi slovy p(w,|wi, wa, ws, ..., w,.1). Jestlize
slovo zavisi na pfedchozich dvou slovech, mluvime o trigramu p(w,|wy.2, wy-1), podobné
o bigramu, kdy dané slovo zavisi pouze na predchozim slové p(w,|w,.1) nebo unigramu p(w,,).
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Prvky n-gramové matice jsou podminéné pravdépodobnosti:

POW, Wy, Wy oo, W)
p(wn |w15W2,W3,...,Wn_1): 1o Wos W3seees W,
pW)p(w, | w)..(p(W, | | W, Wy, Wy eu W, )

(2.5)

V praxi se nejcastéji pouziva bigramovy nebo trigramovy jazykovy model. Jestlize
pravdépodobnosti vyjadiime pomoci Cetnosti, které ziskdme z trénovacich dat, pak pro
bigram plati:

C(wn— b Wn
p(w, [w, ) =——"=—">

Cw,,)

kde C(wy.1) je pocet vyskytil slova w,,
C(Wy-1, wy) je pocet vyskyta dvojic slov w1 wy,.

(2.6)

Hodnoty pravdépodobnosti jsou z definice mensi nez jedna a pro velké mnozstvi dat
jsou velice malé. Z tohoto divodu mnoho programii pouzivd pro vypocet podminéné
pravdépodobnosti bigramti logaritmy téchto pravdépodobnosti.

Zakladni (nevyhlazeny) bigramovy jazykovy model je matice, jejiz prvky jsou
podminéné pravdépodobnosti urené pro vSechny mozné dvojice sousednich slov, které se
objevi v trénovacich datech. Posloupnosti slov, které se v trénovacich datech neobjevi, maji
hodnotu pravdépodobnosti rovnu nule. Od takto vytvotfeného jazykového modelu se odvozuji
vSechny vyhlazovaci metody.

2.2 Vyhlazovani jazykového modelu

Vyhlazovani jazykového modelu se pouziva z diivodu velkého poctu nulovych hodnot,
které se vyskytuji v bigramové matici. Kazdy trénovaci korpus je konecny a nemuze
obsahovat vSechny dvojice slov. Nulova hodnota se v matici miize objevit v piipad¢€, ze se
dand posloupnost slov nebo dané slovo v trénovacim korpusu neobjevily. V testovacim
korpusu se ale objevit muze. Proto se pouzivaji vyhlazovaci algoritmy, které nulovym
hodnotdm v matici ptifadi malé nenulové pravdépodobnosti.

V dizertacni praci se vyuzivaji dva typy vyhlazovani Add-One Smoothing a Linear
Interpolation Smoothing.

e Add-One Smoothing

Tento typ vyhlazovani je nejjednodussi vyhlazovaci technikou. V ptipad€ unigrami se
k poctu vSech slov vetné téch, které se v textu nevyskytly, pficte 1. Necht' N je pocet vSech
slovnich tvart, V" je pocet slov ve slovniku, C(w) je pocet vyskytl slova w a C(w,.1, wy) je
pocet vyskytl dvojic slov w1, wy,.

Potom pro nevyhlazeny unigram plati:

C(w)
w)=—— 2.7
pwW)=—y 2.7)
Pravdépodobnost pro vyhlazeny unigram se vypocita podle:
Cw)+1
aW)=——— 2.8
Pa(w) Y (2.8)
Obdobné¢ plati pro nevyhlazeny bigram:
C
pw,|w, )= W1, (2.9)

Cw,.,)
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Pravdépodobnost pro vyhlazeny bigram se vypocita podle:
Cw,,w,)+1 (2.10)
Cw, )+V

Nevyhodou je fakt, ze pro vidéné dvojice slov je pravdépodobnost ,,podhodnocend* a
pro nevidéné dvojice slov je pravdépodobnost ,,nadhodnocend™.

p+l(wn | Wn—l) =

n—1

e Linear Interpolation Smoothing

Vyhlazovani nazvané linearni interpolace (Linear Interpolation Smoothing) pouziva
pro odhad podminénych pravdépodobnosti p vysSich Grovni vZdy vSech n-graml niZ§ich
urovni. Kazdy ¢len je vazen linedrnim koeficientem 4;. Pocet slov ve slovniku je V.

V piipad¢ trigramii se pouziva vzorec:

ﬁ(wn | Wn—l ° Wn—Z) = l3p(wn | wn—l ] Wn—Z) + lZP(Wn | wn—l) (212)
+ 4 p(w)+ 4,V
Analogicky vztah plati pro bigramy:
ﬁ(wn ‘ Wn—l) = 2’2p(wn ’ Wn—l ) + ﬂ’]p(wn) + /10 /V (2.13)

Hodnoty podminénych pravdépodobnosti trigramti, bigramii a unigramli se stanovi
z trénovacich dat. Pro odhad koeficienti 4; se pouzivaji ,,odloZzena data* (data oddélend od
hlavni trénovaci mnoziny). Pii pouziti trénovacich dat pro odhad koeficientl je koeficient
u trigramil A3 (resp. bigramll 4,) roven jedné a ostatni koeficienty jsou nulové. Koeficienty
jsou stanoveny tak, aby maximalizovaly pravdépodobnost odlozené casti dat p(Wp):
pWy) = Hp(wi | w,.1) (2.14)
i=l..H

kde H je pocet slov v odlozenych datech

Pro vypocet koeficientd 4; se pouzivd EM algoritmus (Expectation — Maximization
Algorithm), jehoz postup pro bigramy je popsan napi. v [MRVA 2000].

2.3 Jazykovy model zaloZeny na tfidach

Jazykovy model zalozeny na tfidach (Class-Based Language Model) urcuje zavislosti
mezi tfidami (znackami) slov a mezi znackami a slovy misto zavislosti mezi konkrétnimi
slovy. Pro tvorbu takového jazykového modelu je tieba jednotlivym sloviim pfifadit znacky
(slova zaradit do tfid). Znacky jsou vétSinou stanoveny na zdkladé syntaktickych
a sémantickych vlastnosti slov.

Predpokladejme, Ze existuje mapovaci funkce G, kterd ptifazuje kazdému slovu w,
v korpusu znacku c,,.

G:chn=G(wy) (2.15)
Trénovaci mnozina slov (wj, ws, ..., wr) se tak roz$ifi na mnozinu dvojic — slovo
a prislusna znacka: ((w1,G(w1)), (w2,G(W2)), ..., (wr,G(Wr))).

Jestlize je definovana mapovaci funkce, je mozné nahradit slova znackami. Pak
v ptipadé¢ bigramii pro pravdépodobnost p(W), kde W= {w;, wiy ws, ..., w,}, plati
[JURAFSKY 2000]:
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pW) = Hp(w le))-ple;|ey) (2.16)

kde p(w:| c;) je podmmena pravdépodobnost, s jakou bude k dané znacce piifazeno dané
slovo,
p(ci | ci1) je bigram znacek.

Jazykovy model 1ze ptepsat nasledujicim zplisobem:
pw, [w™)=p(w, |c,)p(c, ™) (2.17)

kde wy” ! je historie slov,
¢/ je historie znacek.

Pro bigramovy jazykovy model zalozeny na tiidach potom plati:
p(wn |Wn71):p(wn |cn)p(cn |cn71) (218)
Tento jazykovy model sestava ze dvou slozek:

e bigram znacek
C(Cn > cn—l )
C'(cn—l )

kde C (cp, cn-1) je pocet vyskytl dvojice znacek ¢, ¢,-1,
C (cn-1) je pocet vyskytt znacky c.;.

plc,le,)= (2.19)

e podminénd pravdépodobnost, s jakou bude k dané znacce piitazeno dané slovo
Cw,.c,)

C(c,)
kde C (cp) je pocet vyskytl znacky c,,
C (wn, cn) je poCet soucasného vyskytu slova w, se znackou c,, pokud je jednomu
slovu pfifazena jen jedna znacka, pak C (w,, ¢,) = C (wy,).

pw, lc,)= (2.20)

3 Tvorba slovniku

Pro zpracovani feci i textu je tieba mit k dispozici vhodny slovnik. Slovnik je seznam
typt slov, coz jsou odlisné polozky slovniku. To znamena, Ze slova pan a panovi jsou dvé
odli$né polozky slovniku se stejnym jazykovym kmenem. Slovnik, ktery je pouzivan v této
praci, byl vytvofen na Technické univerzité¢ v Liberci z internetové verze ¢lanka z Lidovych
novin, z internetovych novin Neviditelny pes, ze 4 diplomovych praci a 27 novel. Kromé¢ typu
slova obsahuje i jeho Cetnost. Pro rozpoznavani feci je nutné ptidat do slovniku transkripci,
pro zpracovani textu lze do slovniku pfidat dalsi informaci o typu slova. Vzhledem k tomu, ze
ukolem prace bylo vytvofeni jazykového modelu zaloZzeného na tfidach (Class-Based
Language Model), je ke kazdému typu slova ptidana do slovniku informace o pfislusnych
gramatickych znackach, které 1ze danému typu slova piifadit.

Pro pfifazeni ptislusnych znacek ke kazdému slovu ve slovniku byly postupné pouZity
tfi metody (ptistupy). Nejprve byly ptidany do slovniku znacky téch slov, které byly obsazeny
ve vétach oznackovanych ru¢né. Tato slova tvofila jen velmi malou ¢ast slovniku (4 %). Proto
byla pouzita syntetickd metoda zalozené na generovani vSech moznych slovnich tvart s jejich
morfologickymi znackami. Tvary byly generovany s pouZitim pravidel pro tvorbu slov a
s pouzitim mnoziny kofent, predpon, piipon a koncovek (poskytnuto Ustavem formalni a
aplikované lingvistiky Univerzity Karlovy v Praze). Touto metodou bylo oznackovano
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dalSich asi 49 % slov ze slovniku. Tteti pfistup byl castecn€¢ manudlni. Pomoci filtrii
s typickymi ptfedponami, piiponami a koncovkami byly pfifazeny piisluSné znacky k dalSim
sloviim ve slovniku. Nékterym sloviim ve slovniku byly pfislusné znacky ptitazeny ru¢n¢.

3.1 Priprava dat

Pro tvorbu jazykového modelu byl vytvofen korpus z novinovych c¢lanki, ¢lanka
z internetu, z Casti knizek apod. Vytvofeny korpus neobsahuje odborné a védecké clanky.
Vsechna data jsou pfevedena na prosty text a spliiuji nize uvedené pozadavky.

e Kazda véta je na jednom radku.

e Jednotliva slova véetné interpunkce jsou oddélena mezerou.

e V korpusu nejsou pouzita Cisla a zkratky zakonéené teckou — oboji je pfepsano do
slov.

e Spojovnik je od slov oddélen mezerami.

e Velké a mala pismena jsou v korpusu ponechana beze zmény stejné jako dalsi zkratky
(napt. ODS).

e Kazda véta je vZzdy ukoncena teckou, vykfi¢nikem, otaznikem nebo uvozovkami.

e V¢ty neobsahuji nespisovnd slova (napt. hladovej) a gramaticky nespravné spojent
(napf. ty dévcata).

Vytvoreny korpus obsahuje celkem 8 800 vét (130 718 slov vcetné interpunkce).
Z toho 3300 vét slouzilo jako trénovaci data a 500 vét jako testovaci data. Pro dalsi
experimenty bylo upraveno 5000 vét. V tabulce 3.1 jsou uvedeny pocty slov ve vétach
s interpunkci a bez interpunkce, procento interpunkce a procento OOV (out of vocabulary —
slov, ktera nejsou ve slovniku).

Tab. 3.1: Statistika korpusu

trénovaci |testovaci | data pro automatické

ot X “ s celkem

pocet vét data data znackovani
3300 500T 5000 8 800
pocet slov s interpunkci 44 331 8 867 77 520 130 718
pocet slov bez interpunkce | 38 084 7 836 67 440 113 360
interpunkce [%] 14,09 11,63 13,00 13,28
OO0V [%] 0 0,34 1,65 1,02

4 Znackovani a znackovace

Znackovani (Part-of-Speech Tagging) je prifazeni gramatické znacky (tagu) kazdému
slovu a obvykle i interpunkénimu znaménku v korpusu. Znackovace se pouzivaji napf.
v rozpoznavani fe¢i a syntaktické analyze. Vstupem do znackovace je fetézec slov (véta)
amnozina znacek a vystupem je posloupnost znacek, kdy pro kazdé slovo je vybrana
nejpravdépodobnéjsi znacka. Znacky lze pfifazovat ru¢né nebo automaticky. Pfifazeni znacky
neni vzdy jednozna¢né. Desambiguace (zjednoznacnéni) je velmi obtizny problém. Miliony
slov nelze znackovat ru¢n€ a prakticky neni moZzné se obejit bez chyb. Podle
[CERMAK 2004] dosahuji nejlepsi programy pro desambiguaci aplikované na korpusy
angli¢tiny 97-98% uspé&snosti. Usp&$nost morfologické desambiguace korpusu SYN2000
(Cesky narodni korpus) dosahuje zhruba 94 % [CERMAK 2004]. Uvedeny rozdil vyplyva
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zejména z odlisSnych typologickych vlastnosti CeStiny a anglictiny. Anglictina je jazyk
s pomérné velmi pevnym slovosledem, takze se jak pravdépodobnostnimi metodami
zalozenymi na cetnosti posloupnosti slov a jejich znacek tak i nepravdépodobnostnimi

vvvvv

Existuji razné ptistupy ke znackovani textu. Nejznaméjsi znackovace (taggers) jsou
znackovace zalozené na pravidlech (rule-based taggers), stochastické znackovace (stochastic
taggers) a znackovace, které kombinuji tyto dva zptisoby (hybrid taggers).

V dizertani praci jsou predlozeny ndvrhy stochastickych znackovaci, které jsou
zalozeny na Stochastic Parts Program [CHURCH 1988]. Ten maximalizuje pravdépodobnost
p(znacka|slovo) - p(znacka|predchozich n znacek). Pro bigramovy znackovac potom plati:

¢ = argmjaxp(ci | Wj)'p(cj leir) (4.1)
Funkce arg max v rovnici (4.1) znamena nalezeni takového j, pro které je soucin
uvedenych podminénych pravdépodobnosti maximalni.

Pro automatické znackovani vét jsme vytvofili v programovacim jazyku Perl
stochastické znackovace, které pro nalezeni nejlep$i posloupnosti znacek pro danou
posloupnost slov vyuzivaji dynamické programovani. Znacky odpovidajici jednotlivym
slovim jsou zobrazeny jako uzly grafu. Hrany (spojnice uzli) jsou ohodnoceny prvky
nevyhlazené nebo vyhlazené bigramové matice. Cilem znackovani je najit optimalni cestu
grafem.

5 Stanoveni znacek

Nevyhodou tvorby jazykového modelu i z velkého korpusu je nedostatek dat. Neni
mozné, aby se v korpusu vyskytla vSechna slova a slovni spojeni. Jednim z feSeni je
seskupeni podobné se chovajicich slov do tiid. Tim ziskdme realny odhad i pro slovni spojeni,
ktera se dosud v korpusu nevyskytla, ale ztratime ptesnost pfi nahrazeni slova znackou
(tfidou).

Ptfi stanoveni znacek byl vyuzit ptistup gramaticky, statisticky i pravdépodobnostni.
Prvni faze zahrnovala stanoveni znacek podle slovnich druht a jejich gramatickych kategorii.
Pti takto stanovenych znackach miZe byt k jednomu slovu pfifazeno aZ nékolik desitek
znacek. Jejich celkovy pocet se pohybuje okolo 500.

Vzhledem k tomu, Ze by znackovani mélo byt vyuzito k tvorbé jazykového modelu
zalozeného na tfidach pro rozpoznévani spojité feci, jsme se snazili dodrzet tti zésady:
e stanovit co nejmensi pocet znacek,
e nejfrekventovanéj$im sloviim pfifadit samostatné znacky,
e dodrzet, aby k jednomu slovu bylo pfifazeno nejvyse deset znacek.

V druhé fazi byla vybrana slova s nejvétsi frekvenci a kazdému takovému slovu byla
pfifazena samostatnd znacka. Tato slova se vyskytuji v textu tak Casto, Ze tvoii pfiblizné 30 %
jakéhokoli textu.

Posledni fazi bylo seskupeni nékterych znacek stanovenych v prvni fazi tak, aby byly
seskupeny znacky s podobnymi gramatickymi nebo syntaktickymi vlastnostmi. Ke slu¢ovani
byl pouzit program vytvofeny v programovacim jazyku Perl, ktery realizuje hladovy
algoritmus (Greedy Algorithm). Program ze zadaného textu postupné seskupuje slova do
jednotlivych tfid. V ptipad€ velkého poctu dat je mozné stanovit minimalni Cetnost slov pro
slucovani. Program kon¢i, kdyZ jsou vSechna slova seskupena do jedné tfidy nebo kdyz je
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dosazeno piedurceného poctu tfid, ktery 1ze opét stanovit. Vystupem je binarni strom postupu
slu¢ovani a vzdjemna informace vypocitana na zacatku slucovani.

Pfi findlnim stanoveni znacek jsme dodrzeli vSechny tfi zasady uvedené v uvodu
kapitoly, vyuzili jsme gramaticky 1 statisticky pfistup a vzali jsme v uvahu vysledky ziskané
na zéklad¢ hladového algoritmu. Seznam vSech znacek vcetné jejich popisu je uveden
v ptiloze dizertacni prace.

6 Postup znackovani korpusu

Pro experimenty bylo ru¢n€¢ nebo poloautomaticky oznackovano 3 800 vét, z toho
500 vét bylo pouzito pro testovani. Pro ruéni znackovani vét byl vytvofen program, ktery pro
kazdé slovo ve vété nabidl ze slovniku ptislusné gramatické znacky. U slov, ktera ve slovniku
chybéla, byla pfifazena znacka ru¢né. Z 800 manuélné oznackovanych vét byla vytvofena
nevyhlazend bigramova matice, jejiz prvky byly pfirozené logaritmy podminénych
pravdépodobnosti. Tato matice byla pouzita pro poloautomatické znackovani, pii kterém
program oznacil u kazdého slova nejpravdépodobnéjsi znacku. U nespravné urcenych znacek
byla provedena ru¢ni oprava. U slov, kterd ve slovniku chybéla, byla pfifazena znacka rucné.
Na zékladé takto ruéné oznackovanych vét byl vytvoren bigramovy jazykovy model znacek.

Vsechny experimenty byly provadény se tfemi rizné velkymi slovniky a jazykové
modely byly vytvafeny z vét s interpunkci i bez interpunkce. Pro automatické znackovani
byly vytvoieny tii rizné stochastické znackovace zaloZzené na Stochastic Parts Program (viz
kapitola 4).

Stochasticky znackova¢ s nevyhlazenym jazykovym modelem znacek (TaggerB)
pouziva k ohodnoceni hran grafu prvky nevyhlazené bigramové matice.

Stochasticky znackova¢ s vyhlazenym jazykovym modelem znacek (TaggerSB)
pouziva pro ohodnoceni hran v grafu prvky vyhlazené bigramové matice. Pro vyhlazovani
modelu byla pouZzita metoda linearni interpolace. U tohoto typu vyhlazovani je potfeba drzet
néjaka data stranou (held-out data) pro stanoveni koeficientti 1. Z trénovaci mnoziny bylo pro
tento ucel vytazeno 300 ru¢n¢ oznackovanych vét.

Stochasticky znackova¢ TaggerSBP pouziva k ohodnoceni hran grafu prvky vyhlazené
bigramové matice a k ohodnoceni uzli pravdépodobnost vyskytu daného slova v dané tiidé
p(cn | wy). Oznackované véty, ze kterych je tato pravdépodobnost vypocitana, jsou ulozeny
v souboru ve vertikalnim formatu, coz znamend, ze kazdé slovo véty je na jednom tadku.
Kromé slova je na fadku odpovidajici znacka, kterd je od slova oddé€lena tabulatorem. Pro
vypocet podminéné pravdépodobnosti p(c, | w,) jsou vSechna prvni slova ve vété prevadéna
na mala pismena. V ptipadé, Ze se slovo w, v trénovacich datech neobjevi, ale ve slovniku
obsazeno je, muze byt slovu piifazena kazda znacka, ktera je danému slovu pfifazena ve
slovniku, se stejnou pravdépodobnosti. Tato hodnota vSak na celkové vyhledani optimdlni
cesty nemé vliv. V tomto ptfipadé je mozné pravdépodobnost p(c,|w,) ignorovat. Pro
vyhlazovani bigramového jazykového modelu znacek p(c,|c,.1) je op€t pouzita metoda
linedrni interpolace. Podminéna pravdépodobnost p(c, | w,) je vyhlazena pomoci vyhlazovaci
techniky Add-One Smoothing.

Graf na obrdzku 6.1 porovnavd vSechny tfi zplsoby automatického znackovani.
Z grafu je ziejmé, ze TaggerB s nevyhlazenym bigramovym jazykovym modelem znacek
sestavenym z malého poctu vét vykazuje lepsi vysledky nez TaggerSB a TaggerSBP
s vyhlazenymi bigramovymi jazykovymi modely znacek sestavenymi ze stejného poctu vét.
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Uspésnost znatkovact TaggerSB a TaggerSBP viak po piidani dalsich vét rychle stoupa.
Z uvedenych vysledkil 1ze usuzovat, ze vSechny tfi znaCkovace vykazuji znaky uciciho se
systému.
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93,50%
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—a— TaggerSBP

t znacdkovani
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Obr. 6.1: Porovnani znackovach TaggerB, TaggerSB a TaggerSBP

TaggerSBP byl pouzit pro automatické oznackovani korpusu velkého 3,1 GB dat
(pfiblizng 558 miliont slov ve 29 milidnech vét) vytvofeného na Technické univerzité
v Liberci [NOUZA 2004]. VSechna slova korpusu jsou pievedena na mala pismena a véty
v korpusu jsou uspotadany tak, ze na kazdém ftadku je jedna véta. Pouzité véty nejsou
manualné kontrolovany, takze se v nich objevuji nespisovna slova, ¢isla, rtizné zkratky apod.
V textu je pfiblizn€ 4,5 % slov, kterym je pfifazena znacka pro nezndmé slovo. Z takto
oznackovanych vét a z 8300 oznackovanych vét byly vytvofeny dalsi dva vyhlazené
bigramové jazykové modely znacek — z vét s interpunkci (BigCSLM+) a z vét, kde byla
interpunkce vynechana (BigCSLM-). Oba modely byly otestovany na testovacich datech.
Model vytvofeny z vét s interpunkci byl testovan na testovacich datech s interpunkci i bez
interpunkce.

V tabulce 6.1 je uvedena uspéSnost znackovani testovacich dat znaCkovacem
TaggerSBP pii pouziti obou jazykovych modelt v porovnani s uspéSnosti znackovani pii
pouziti vyhlazeného bigramového jazykového modelu znacek z 8 300 vét (Big8300SLM+)
vytvofené¢ho z vét s interpunkci. Z vysledkd je zfejmé, Ze UspéSnost znackovani vét bez

-12 -



Tvorba jazykového modelu zaloZeného na tridach

interpunkce pii pouziti jazykového modelu z vét s interpunkci je vysS$i nez pii pouziti
jazykového modelu bez interpunkce.

Tab. 6.1: Usp&snost zna¢kovani pomoci jazykovych modelti z velkého mnozstvi dat

) . uspésnost znackovani 500 testovacich vét
jazykovy model - -
bez interpunkce s interpunkci
BigCSLM- 92,45 % -
BigCSLM+ 93,25 % 94,10 %
Big8300SLM+ 93,54 % 94,45 %

7 Vyuziti jazykového modelu zaloZeného na tridach

V ¢asti prace popsané v této kapitole jsme zjiStovali, zda je mozné pouzit ohodnoceni
véty pomoci jazykového modelu zalozeného na tfidach jako metriku pro porovnéani pfesnosti
rozpoznavani. Déle jsme zjistovali, jestli je mozné s pomoci jazykového modelu zalozeného
na tiidach vytadit mélo pravdépodobné dvojice slov ze seznamu dvojic, které se pouzivaji pro
tvorbu bigrami. Kromé vyuziti jazykového modelu zaloZzeného na tfidach je v této kapitole
popsan vliv velikosti slovniku a vliv interpunkce na automatické znackovani.

7.1 Vliv velikosti slovniku na automatické znackovani

Pro automatické znackovani byly pouzivany tifi rizné velké oznackované slovniky.
Nejveétsi obsahuje 313 217 raznych slovnich tvarti (slovnik 300k). Dalsi dva slovniky byly
vytvoteny z nejvétsiho slovniku tak, Ze byla vybrana slova s poctem vyskytl vétsim nez 10
(slovnik s 213 412 rznymi slovnimi tvary — slovnik 200k) a slova s poftem vyskytl vétSim
nez 50 (slovnik s 111 294 riznymi slovnimi tvary — slovnik 100k).

Graf na obrazku 7.1 ukazuje porovnani uspésnosti znackovace TaggerSBP v zavislosti
na velikosti slovniku. Z grafu je zfejmé, Ze rozdil Gspésnosti u slovnikd 100k a 300k je
ptiblizné 1,5 %. U slovnika 200k a 300k je rozdil uspésnosti podstatné mensi — 0,26 %.

Podobné vysledky vykazuji také znackovace TaggerB a TaggerSB. Na zakladé
uvedenych vysledkii 1ze konstatovat, ze tispéSnost znackovani s rostoucim poctem slov ve
slovniku stoupa. Rozdil uspésnosti je vSak pii linedrnim ptfidani poctu slov do slovniku
pfiblizné Skrat mensi. Z toho lze usuzovat, Ze po piidani dalSiho mnozstvi slov do slovniku
bude uspésnost znackovani jen nepatrné vyssi nez pro slovnik 300k.

-13 -



Tvorba jazykového modelu zaloZeného na tridach

95,00% -
'E 94,00% -
O
>
S
'8 93,00% . — -+ — Slovnik 100k
§ / - - & - - Slovnik 200k
8 92,00% |/ A~ —a— Slovnik 300k
o ‘/ d
o "
28 91,00% - //
/
é
90,00% ‘
Q O O O Q L O Q O Q O
S S S S SR S QP SR S
pocet vét

Obr. 7.1: Porovnani tispéSnosti znackovace TaggerSBP pro riizné velké slovniky

7.2 Vliv interpunkce na automatické znackovani

V dalSich experimentech byl zjistovan vliv interpunkce na automatické znackovani.
VSechny pouzité jazykové modely znacek byly vytvareny jak z vét, které obsahovaly
interpunkci, tak z vét, které interpunkci neobsahovaly. Rozdily GspésSnosti vSech znackovaci
s pouzitim jazykového modelu znacek vytvorené¢ho z vét s interpunkci a bez interpunkce se
pohybuji okolo 1 %. Lze tvrdit, Ze jednoznaéné Uspé$néjsi je automatické znackovani, které
pro ohodnoceni pouziva jazykovy model znacek vytvotreny z vét s interpunkci.

7.3 Experimenty s jazykovym modelem zaloZenym na tfidach

Ohodnoceni vét pomoci jazykového modelu zalozeného na tfidach bylo pouzito pro
porovnani a vybér nejlepsiho jazykového modelu, ktery je soucasti rozpoznavace. Pro
rozpoznavani parlamentni fe¢i bylo pouZito n€kolik jazykovych modeld. Cilem bylo vybrat ze
vSech jazykovych modeli ten nejlepsi. Pro rozpoznavani fe¢i byl pouzit systém, vyvinuty na
Technické univerzité v Liberci v letech 2002 az 2005 [NOUZA 2004].

Pro vypocet ohodnoceni vét P(W) byl pouzit vzorec (2.18), ve kterém byl soucin
podminénych pravdépodobnosti p(c,|cs-1) a p(w,|c,) nahrazen souctem pftirozenych
logaritmi. Podminéné pravdépodobnost p(w; | ¢1) pro prvni slovo ve vété je v nasem piipade
rovna jedné, protoze kazda véta vzdy zacind znaCkou pro zacatek véty.

Véty, které byly zpracovany, pochéazeji z parlamentnich debat a jsou uvedeny bez
interpunkce. Parlamentni fe¢ je specifické tim, ze obsahuje hodné dlouhé véty (primérné 62
slov ve véte), takze casto je véta bez interpunkce dost nepfehlednd. Tyty véty byly
rozpoznany vyse uvedenym rozpoznavatem se sedmi riznymi jazykovymi modely (LM):
obecnym LM (obecny), LM vytvofenym jen z parlamentni feci (parl only), jejich kombinaci
(parl x1) a nékolikerym zapocitanim LM vytvoieného z parlamentni feci k obecnému LM
(parl x2, parl x4, parl x8, parl x16). Tak vzniklo sedm souborl s rizné rozpoznanymi 120
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veétami. Soucasti téchto soubort je i pfesnost rozpoznavani Acc, pro kazdou vétu a pro cely
soubor.

Pro vypocet P(W) je tieba nejdiive veéty oznackovat. Pro oznackovani jsme pouzili
TaggerSBP s jazykovym modelem znacek BigCSLM+ vytvofenym z velkého mnozstvi dat
(3,1 GB dat). Pro kazdou vétu byl proveden vypocet ptirozen¢ho logaritmu pravdépodobnosti
P(W) a pro kazdy soubor byl vypocten soucet téchto logaritmi XP(W). Pocet slov, které se
nevyskytly ve slovniku 300k z jednotlivych souborit (OOV), je uveden v tabulce 7.1.

Tab. 7.1: Pocet OOV v souborech se 120 vétami rozpoznanymi s pouzitim riznych
jazykovych modelt

obecny | parl only | parl x1 parl x2 parl x4 parl x8 | parl x16

OO0V [%] 1,39 1,54 1,21 1,12 1,05 0,97 0,96

Ze vSech sedmi soubori byla vybrana pro kazdou vétu nejlepsi UspéSnost Accpes
rozpoznavani a nejvétsi ohodnoceni P(W),.. Tyto hodnoty byly pouzity pro vypocet
korela¢niho faktoru:

Di®j

VN

R ~ (7.1)
kde i odpovida rovnosti P(W) = P(W)max,

J odpovida rovnosti Acc = AccCpess,
® je operace XOR (jestlize soucasné plati 7 a j nebo soucasn¢ neplati i a j vysledek je 1,
jindy je vysledek 0),
N je pocet vét,
R je korela¢ni faktor v procentech.

V tabulce 7.2 jsou uvedeny korelacni faktory R, piesnosti rozpoznavani Acc a celkové
ohodnoceni XP(W) 120 vét pro vSech sedm soubort. Tu¢né jsou uvedeny maximalni hodnoty
pro R, Acc a ZP(W). Podle piesnosti rozpoznavani je nejlepsi pouzit jazykovy model
»parl x8“ a jako druhy model ,parl x16“. Podle korelatniho faktoru je nejlepSi pouzit
jazykovy model ,,parl x16“ a jako druhy model vytvofeny jen z parlamentni feci. V ptipadé,
ze porovnavame ohodnoceni £P(W) s piesnosti rozpoznavani Acc, je tteba si uvédomit, ze
rozpoznana véta mize obsahovat vice resp. méné slov nez véta vyslovend a potom i P(W) je
veétsi resp. mensSi nez u spravné rozpoznané véty. Napft. véta ,,d¢kuji za pozornost byla
rozpoznana rozpoznavacem s obecnym jazykovym modelem nespravné (,,jejich pozornost™)
s presnosti rozpoznavani Acc = 33 % a s ohodnocenim P(W) =—14,2. S ostatnimi jazykovymi
modely byla tato véta rozpoznana spravné s presnosti Acc=100% a ohodnocenim
P(W)=-18,8. Objektivné proto nelze porovnavat ohodnoceni XP(W) s piesnosti, protoze pfi
vypoctu XP(W) zalezi na poctu slov ve véte a je potieba toto ohodnoceni néjakym zplisobem
normovat napt. hodnotu ZP(W) délit celkovym poctem slov. V poslednim fadku tabulky 7.2
je toto normované ohodnoceni uvedeno. Tu¢né je opét vyznaCena maximalni hodnota, ktera
tika, Ze podle normovaného ohodnoceni je nejlepsi pouzit jazykovy model ,parl x16%.
Z uvedenych vysledkii vyplyva, Ze jako metriku pro porovnani rozpoznanych textd
z rozpoznavace s ruznymi parametry je mozné kromé ptesnosti rozpoznavani pouzit také
korela¢ni faktor popiipadé normované ohodnoceni.
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Tab. 7.2: Korela¢ni faktor, pfesnost rozpozndvani a celkové ohodnoceni vSech vét pro
jednotlivé jazykové modely

jazykovy

model obecny | parlonly | parl x1 parl x2 parl x4 parl x8 | parl x16

R [%] 62,50 66,67 65,00 63,33 63,33 65,00 71,67

Acc [%] 67,06 67,15 69,67 70,03 70,43 70,62 70,45

XP(W) | -61347 | -62138 | -61321 | -61439 | -61450 | -61529 | -61590

XP(W)/N| -8,14 -8,24 -8,12 -8,11 -8,10 -8,09 -8,07

Normovana ohodnoceni rozpoznanych textd uvedend v tabulce jsme porovnali
s ohodnocenim spravné pirepsaného textu. V piipad€, ze byl spravné piepsany text uveden
vcetné pretfeknuti, bylo procento OOV 1,9 % a normované ohodnoceni —8,06. V pfipad¢, ze
jsme text upravili bez pteteknuti, procento OOV bylo nizsi (1,3 %) a normované ohodnoceni
bylo —8,07. Z téchto vysledkt 1ze opét konstatovat, ze normované ohodnoceni lze pouzit jako
metriku pro porovnani uspésnosti rozpoznavani.

Pti vypoctu ohodnoceni spravné rozpoznanych vét hraje velkou roli 1 pocet OOV, coz
lze ukazat na nasledujicim ptiklad€é. Vzhledem k tomu, Ze parlamentni fe€ je specifickd, byl
vypocet ohodnoceni P(W) opakovan pro 841 vét z denniho tisku. Primérny pocet slov ve vété
byl pfiblizné 20. Celkova piesnost rozpoznavani podle vzorce byla rovna 80,79 %. Pocet
OOV v piepsaném textu byl 2,76 %. U rozpoznanych vét byl pocet OOV 1,56 %. Pro
rozpoznavani byl pouzit rozpozndva¢ s obecnym jazykovym modelem. Hodnota
normovaného ohodnoceni XP(W)/N pro rozpoznané véty byla rovna —8,17. Byl proveden
vypocet normovaného ohodnoceni také pro pfepsany text, pticemz hodnota XP(W)/N byla
rovna —8,09. V tomto piipadé neodpovidd hodnota normovaného ohodnoceni vysledkiim
z ptedchoziho experimentu, kdy pifi presnosti rozpoznavani 70,45 % bylo normované
ohodnoceni rovno —8,07.

Na zaklad¢ uvedenych vysledkd nelze nahradit piesnost rozpoznavani normovanym
ohodnocenim. Normované ohodnoceni a korelacni faktor vSak mohou byt dobrym métitkem
pro porovnani vysledkii z riznych rozpoznavacl nebo z rozpoznavace s riznymi jazykovymi
modely. Velkou roli pfi vypoctu normovaného ohodnoceni hraje také pocet slov, ktera se
nevyskytuji ve slovniku (neznamych slov), coz jsou vétSinou ohebna slova. Nejveétsi cast
neznamych slov tvofi podstatna a pfidavnd jména. V pfipad¢, ze jsou tato slova nahrazena
znackou pro nezndmé slovo, dojde ke ztrat¢ informace o padu, rodu, ¢isle apod., takze s tim
souvisi i chyba ve znackovani okolnich slov a ohodnoceni je pak zkreslené.

7.4 Odhad cCetnosti dvojic slov

Jazykovy model zaloZeny na tfidach byl pouzit také pro odhad Cetnosti dvojic slov.
Soubor s dvojicemi slov vetné poctu vyskyti dvojic byl vytvotfen z korpusu o velikosti
3,5 GB. Ve dvojicich jsou jen ta slova, kterd se vyskytla ve slovniku. Tyto dvojice se
pouzivaji k vytvofeni bigramového jazykového modelu, ktery je soucasti rozpozndvace.
Kromé dvojic slov jsou v souboru ulozeny i takové dvojice, kde misto jednoho nebo obou
slov miize byt souslovi (kolokace) jako napft. ,,a kdyz* ,,addis abeba* ,,v letoSnim*. Pocet
vSech dvojic slov resp. souslovi je 64 351 852. Dvojice slov, ve kterych byla obsaZena

souslovi, byly pfi dal$im zpracovani ignorovany.
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Jednou z uloh, kde je mozné odhad Cetnosti dvojic slov vyuzit, je nalezeni dvojic
s malym odhadem cetnosti a jejich vyfazeni ze seznamu dvojic. Pro odhad etnosti dvojic
slov —tpravou z (2.18) — plati:

C(Wn—l b Wn) = C(Wn—l) ’ p(wn | Cn) ’ p(cn | cn—l)

kde C(w,.1) je pocet vyskytl slova w,.j,
p(Wy | ¢,) je podminéna pravdépodobnost, s jakou bude k dané znadce pfifazeno dané
slovo,
p(cn | cpo1) je bigram znacek.

(7.2)

Pti vypoctu odhadu cCetnosti dvojic slov jsme pouzili prvky nevyhlazené bigramové
matice a podminéné pravdépodobnosti p(w, | ¢,) vyhlazené metodou Add-One Smoothing.
Nevyhlazeny bigramovy jazykovy model znacek byl vytvoren z automaticky oznackovaného
korpusu o velikosti 3,1 GB. Interpunkce pii tvorbé jazykovych modeld byla ignorovana,
protoze i pii sestavovani dvojic slov z korpusu byla interpunkce ignorovana. Ke kazdému
slovu v souboru dvojic byla pfidana piislusna znacka (znacky). V ptipadé€, ze bylo jednomu
nebo obéma sloviim ve dvojici pfifazeno vice znacek, byl vybran maximalni soucin ze vSech
moznych soucini dvojic znacek pro danou dvojici slov.

V korpusu 3,1 GB je pfiblizné 4,5 % slov, kterym byla pfifazena znacka pro neznamé
slovo. Znacka pro neznamé slovo se vyskytuje v kombinaci s 94 % znaek na levé strané¢ a
s 97 % znacek na pravé stran¢ dvojice slov. Ve vSech dvojicich slov jsou piiblizné 4 miliony
neznamych slov. Opét jde nejcastéji o podstatna jména. Tato skuteCnost samoziejmée
napomaha ke zkresleni odhadii Cetnosti pfifazené dvojicim slov. Napft. stejny odhad Cetnosti
byl pfifazen jak dvojici slov ,,dva capart* tak dvojici ,,dva caparty®, protoze sloviim ,,capart™
a ,,caparty* je pfifazena znacka pro neznamé slovo.

Vzhledem k tomu, Ze pravdépodobnosti v sou¢inu (7.2) jsou velmi mala ¢isla, pouzili
jsme vahovy koeficient 4, kterym jsme cely vztah nasobili. Pocet vyskytt v korpusu je celé
¢islo, takze vynasobeny vysledek byl pfeveden na celé €islo. Obé uvedené Upravy vzorce
(7.2) napomohly k piehlednéjSim vysledkim. V ptipadé, Ze byla hodnota vahového
koeficientu k£ nastavena na 100, byla pfifazena nulovd hodnota odhadu cetnosti pfiblizné
¢tvrtin€é dvojic slov. Pro k=10000 byla nulovd hodnota odhadu cetnosti pfifazena
5 484 448 dvojicim (téméf 10 %). V tabulce 7.3 jsou uvedeny konkrétni piiklady dvojic slov
s nulovou hodnotou odhadu &etnosti pro k = 10 000 véetné poétu vyskyti dvojic v CNK.

Tab. 7.3: Priklady dvojic slov s nulovym odhadem Cetnosti

Cetnost pocet
slovo 1 skupina 1 slovo 2 skupina 2 | v korpusu | vyskytl
35GB | vCNK
bys 05bys dva 04dva 1 0
mé 03me nez 08nez 1 0
ho 03ho ni 03ona0 1 0
ke 07ke3 byl 05byl 1 0
kterého 8;:222 tisic 04tisic 1 0

Podle predpokladanych vysledkii by mély byt ty dvojice slov, u kterych je odhad
Cetnosti velmi maly, vyfazeny. Piestoze nekteré dvojice splitovaly toto kritérium a prestoze se
tyto dvojice neobjevily v CNK a v korpusu o velikosti 3,5 GB se objevily velice ztidka,
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mohou se tyto dvojice slov v textu vyskytnout. Z dvojic uvedenych v tabulce 7.3 se ve vété
muzeme setkat naptiklad s dvojicemi slov ,,bys dva®, ,,mé nez* nebo ,,kterého tisic*.

Z uvedenych vysledki vyplyvé, Ze ndmi vytvofeny nevyhlazeny jazykovy model
zaloZeny na tfidach neni vhodny pro vyfazeni dvojic slov, které slouZi k tvorbé bigramového
modelu pro rozpoznavac.

Jednim z moZnych feSeni, jak n¢které malo pravdépodobné dvojice slov vytadit a jiné
ptfidat, by mohlo byt vytvofeni souboru vSech pravdépodobnych dvojic ze slovniku 300k
s odhadem Cetnosti podle (7.2), cozZ je predmétem dalsiho vyzkumu.

8 Zavér

Dizertacni prace predklada navrh jazykového modelu zalozeného na tfidach vcetné
jeho praktického pouZziti.

V prvni fadé€ bylo tfeba stanovit gramatické znacky. K stanoveni znacek byly vyuzity
tii pfistupy: statisticky, gramaticky a pravdépodobnostni. S pouzitim statistického ptistupu
byla vybrana nejfrekventovanéjsi slova vcetné interpunkce, ktera tvoii pfiblizné 30 % textu.
Tém byly pfifazeny znacky tak, ze kazdé znalce bylo piifazeno praveé jedno slovo. Pro
stanoveni dalSich znacek byl vyuzit hladovy algoritmus, gramaticky a syntakticky pfistup.
Seznam vSech znacek je uveden v ptiloze dizertacni prace.

K tvorb¢ jazykového modelu zalozeného na tfidach byl vytvotren oznackovany korpus,
jehoz cast byla oznackovana ru¢né a Cast automaticky. Véty, které jsou v korpusu pouzity,
byly ziskany pfedevS§im z internetu a jde o texty ze zpravodajstvi, riznych novinovych
¢lankd, knizek apod. Do korpusu byly pfidany také véty ,,uméle” vytvofené, aby byly
v korpusu obsazeny i méné frekventované znacky.

Pro tvorbu oznackovaného slovniku byl vyuZit slovnik vytvofeny na Technické
univerzit¢ v Liberci obsahujici ptiblizné¢ 300 000 slov, do kterého byla rucné a na zakladé
syntaktické metody pfiddna informace o pfisluSnych gramatickych znackach. Slovnik byl
pouzit pro automatické znackovani vét. Na zékladé 3 300 ruéné oznackovanych vét byly
vytvoifeny dva bigramové modely znacek — nevyhlazeny a vyhlazeny. Pro vyhlazeni
jazykového modelu znacek byla pouzita metoda linedrni interpolace. Na zéklad¢ Bellmanova
principu optimality bylo provedeno automatické znackovani dalSich 5000 vét. Pro
automatické znackovani byly vytvofeny tfi znaCkovace (taggery). TaggerB vyuziva pro
automatické znackovani nevyhlazenou bigramovou matici znacek, TaggerSB bigramovou
matici znacek vyhlazenou metodou linearni interpolace a TaggerSBP bigramovou matici
znacek vyhlazenou metodou linedrni interpolace a pravdépodobnost vyskytu dané¢ho slova
v dané skupin¢ vyhlazenou metodou Add-One Smoothing. Nejlepsi vysledky automatického
znackovani vykazal znaCkovac TaggerSBP.

V dizerta¢ni préci jsou také shrnuty vysledky automatického znackovani s rtzné
velkym slovnikem. Z vysledkll vyplyva, Ze zlepSeni UspéSnosti pfi linedrnim zvétSovani
slovniku stoupa logaritmicky. Pii automatickém znackovani byly pouzity jazykové modely
znacek, které byly vytvofeny z vét s interpunkci a bez interpunkce. Vysledky jednoznacné
interpunkci. Nejlepsi vysledky automatického znackovani (94,5 %) byly dosaZeny pii pouziti
znaCkovace TaggerSBP s jazykovym modelem znafek vytvofenym z vét s interpunkci a
s vyuzitim slovniku o velikosti 300 tisic slov.
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Na zaklad¢ experimentll s vé€tami rozpoznanymi systémem pro rozpoznavani spojité
fe¢i jsme doSli k zavéru, Ze pomoci jazykového modelu lze rozpoznané véty ohodnotit a
normované ohodnoceni pouZzit pro porovnani vysledkli z riznych rozpoznavaci nebo
z rozpoznavace s riznymi jazykovymi modely.

Ptestoze jsme ptedpokladali, ze s pomoci nevyhlazeného jazykového modelu
zalozené¢ho na tfidach bude mozné vytadit malo pravdépodobné dvojice slov ze seznamu
dvojic, které se pouzivaji pro tvorbu bigramtl, vysledky experimentl tuto hypotézu vyvratily.

Na zékladé wvysledkii dizerta¢ni prace hodlame vytvofit soubor vSech
pravdépodobnych dvojic slov ze slovniku o velikosti 300 tisic slov s odhadem cCetnosti
pomoci bigramového jazykového modelu zaloZeného na tfidach. Soubor dvojic se vyuziva
pro tvorbu jazykového modelu, ktery je soucasti rozpoznavace. Predpokladame, Ze s takto
vytvofenym jazykovym modelem, by mohlo dojit ke zlepSeni piesnosti rozpoznavani.
Predmétem dalSiho vyzkumu je vytvofeni trigramového jazykového modelu zalozeného na
ttidach a jeho vyuziti nejen ve findlni fazi rozpoznavani pro korekturu jiz rozpoznanych vét,
ale 1 v pfedzpracovani textl slouzicich pro tvorbu bigramového jazykového modelu, ktery je
soucasti rozpoznavace.
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